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Resumo

A necessidade do aumento da capacidade de processamento, afim
de tratar grandes volumes de dados em um tempo aceitdvel, vem
impulsionando o surgimento de novas arquiteturas computacionais
compostas por diferentes unidades de processamento (UPs). Am-
bientes de execug@o vem sendo propostos com o objetivo de explo-
rar a0 maximo esses recursos, os quais disponibilizam um variado
conjunto de métodos capazes de escalonar tarefas entre as diferen-
tes UPs. Entretanto, definir qual o melhor método para cada tipo
de aplicag@o ainda € um desafio. Assim, apresentamos nesse traba-
Iho uma avaliagdo do comportamento de diferentes escalonadores,
utilizando um variado conjunto de aplicacdes, afim de determinar
quais os melhores escalonadores para cada tipo de aplicagdo.!
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1 Introducao

O desenvolvimento e a evolugdo de novas tecnologias vem
marcando uma nova era caracterizada, dentre outros fatores, pela
geracdo macica de dados. O constante crescimento desse volume
de dados, aliado a necessidade de processamentos mais rapidos e
eficientes nas diversas dreas do conhecimento, vem impulsionando
avangos significativos nas arquiteturas computacionais, refletindo
em sistemas de armazenamento mais eficientes, bem como o uso de
diferentes tipos de unidades de processamento (UPs), os chamados
sistemas hibridos. Um exemplo dessas novas arquiteturas sdo os
computadores com varios processadores (arquitetura multicore) e
GPUs (plataforma CUDA [Fatica and Luebke 2007]).

Nesse contexto, torna-se necessirio que aplicagdes de diferentes
cendrios sejam capazes de explorar de forma coordenada e eficiente
todas as UPs disponibilizadas, aproveitando ao maximo o potencial
dessas unidades. Dessa forma, diversas bibliotecas e ambientes
de execucgdo vém sendo propostos [Augonnet et al. 2011; Ferreira
et al. ; Diamos and Yalamanchili 2008] com o objetivo fornecer
diferentes métodos que permitam a utilizacdo das diferentes
UPs por meio de um escalonamento eficiente de tarefas. Por
escalonamento de tarefas, entende-se a capacidade de distribuir as
diferentes tarefas que compdem uma determinada aplicagdo entre
as UPs, visando a otimizagdo de seu desempenho global, bem
como sua corretude. Um bom escalonador deve ndo sé conhecer
muito bem as caracteristicas distintas de cada uma das UPs, como
também as caracteristicas do conjunto de tarefas a ser escalonado e
suas peculiaridades. Em muitos dos ambientes propostos, a escolha
do escalonador a ser utilizado na execucdo de uma determinada
aplicac@o ¢é de responsabilidade do programador. Entretanto, em
muitas das vezes, falta conhecimento ao programador para inferir
qual a melhor opgdo de escalonamento para sua aplicagdo.

Neste trabalho, apresentamos uma avaliagdo do comportamento
de diferentes politicas de escalonamento, utilizando um conjunto
variado de aplicagGes, a fim de determinar quais sdo os melhores
escalonadores para cada tipo de aplicagdo, de acordo com suas
caracteristicas. O objetivo é fazer um levantamento de insumos que
possam ser utilizados como base no desenvolvimento de um meta
escalonador que seja capaz de trabalhar na ponta de ambientes
de execugdo. A ideia desse meta escalonador € analisar as carac-
terfsticas dos conjuntos de tarefas a serem escalonadas e definir qual
politica de escalonamento é o mais adequado para cada conjunto.
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2 Trabalhos Relacionados

Com o surgimento das arquiteturas hibridas de computadores, com-
postas por diferentes UPs, diferentes ambientes de execu¢do vem
sendo desenvolvidos e aprimorados para que a capacidade de pro-
cessamento dessas arquiteturas seja explorada ao maximo [Augon-
net et al. 2011; Ferreira et al. ; Diamos and Yalamanchili 2008;
Jimenez et al. 2009], proporcionando uma série de facilidades ao
programador, tais como funcdes e diretivas, debugging e geragdo
otimizada de cédigo baixo nivel. Esses ambientes objetivam a por-
tabilidade e integracdo das vdrias unidades de processamentos, de
forma clara em um nivel mais abstrato para o programador. Distri-
buir as diferentes tarefas que compdem uma determinada aplicagao
entre as diferentes UPs disponiveis, por meio de politicas de escalo-
namento de tarefas, € um desafio para esses ambientes de execugao.

O ambiente de execucdo StarPU [Augonnet et al. 2011] foi um dos
primeiros a apresentar um estudo especifico nesse aspecto, ofere-
cendo uma plataforma portdvel e mais transparente ao programador
no que se refere ao escalonamento de tarefas em maquinas hibridas,
sem a necessidade de utilizacdo de estruturas complexas de baixo
nivel. Nesse ambiente, diversas politicas de escalonamento estdo
implementados, utilizando diferentes abordagens. Além disso, o
StarPU permite ao programador definir outras politicas de escalo-
namento, de acordo com sua necessidade. Em [Diamos and Yala-
manchili 2008] os autores apresentam o Harmony, um ambiente de
execucdo bastante semelhante ao StarPU, porém sem permitir que
programadores implementem suas proprias estratégias de escalona-
mento. Em [Jimenez et al. 2009] os autores apresentam e avaliam
um ambiente para escalonamento de tarefas em ambientes hibridos.
Nesse ambiente, as tarefas sdo assinaladas as diferentes unidades
de processamento de acordo com o speedup relativo observado du-
rante execugdes anteriores, independentemente do conjunto de da-
dos. Por fim, em [Ferreira et al. ] € apresentado um ambiente de
execucdo para baseado na estratégia filter-stream para arquiteturas
paralelas e distribuidas, também abordando o impacto de escalona-
mentos de tarefas em clusters equipados com GPUs.

Nosso objetivo nesse trabalho ndo € propor nenhum novo ambi-
ente de execugdo e sim, conforme mencionado anteriormente, ava-
liar o comportamento de diferentes politicas de escalonamento, uti-
lizando variados tipos de aplicacdes, no intuito de determinar a
politica mais adequada para cada aplicag¢do, de acordo com suas
caracteristicas. Nesse sentido, em funcdo das peculiaridades men-
cionadas no pardgrafo anterior, adotamos o ambiente StarPU para
realizar nossas avaliacdes. E importante mencionar que as con-
clusdes obtidas a partir de nossas andlises poderdo ser utilizadas
por qualquer ambiente de execucgdo na proposta de novas técnicas
de escalonamento, ou mesmo de um meta escalonador.

3 StarPU

O StarPU [Augonnet et al. 2011] é um ambiente de execucdo
desenvolvido pelo grupo francés RUNTIME Inria, que prové
suporte para arquiteturas multicore hibridas. O ambiente unifica os
recursos de processamento presentes, como as CPUs multicore e
os aceleradores graficos (i.e. GPUs), disponibilizando mecanismos
para escalonar tarefas na arquitetura hibrida, além prover de forma
transparente e portavel a transferéncia de dados entre as UPs.

O StarPU apresenta um modelo de execugdo o qual aborda as
tarefas independente da arquitetura que se tem como base. Sdo
definidos os chamados codelets, uma abstracdo de uma tarefa,
podendo ser executado em uma das UPs. As execugdes dos code-
lets nas diferentes UPs sdo gerenciadas pelos chamados workers,
que sdo threads atribuidas a cada uma das UPs. Os codelets sdo
lancados de forma assincrona aos workers, o que possibilita ao
escalonador reordenar essas tarefas afim de melhor o desempenho.



3.1 Escalonadores

No StarPU ja implementa diversas estratégias de escalonamento,
as quais sdo apresentadas e detalhadas nos tdpicos abaixo. Estas
estratégias de escalonamento foram tomadas como base na
avaliacdo de diferentes aplica¢des, detalhadas na Se¢ao 4.

e Random: essa estratégia de escalonamento distribui as
tarefas aleatoriamente entre as unidades de processamento
disponiveis. Baseado na performance de cada UP é realizado
um sorteio que definird qual tarefa serd atribuida a cada UP.

e Eager: esse método utiliza uma fila central de tarefas
ordenada pela ordem de chegada das mesmas. Essas tarefas
sdo distribuidas entre as UPs a medida que as mesma se
tornam ociosas, seguindo a ordem da fila onde a primeira a
ser inserida € a primeira a ser atendida (FIFO). Esse método
permite atribuir prioridades distintas as tarefas, sendo que as
de maior prioridade sdo inseridas no inicio da fila.

o WS (Work Stealing): nessa estratégia sdo mantidas vdrias
filas de tarefas, uma para para cada UP. A medida que
surgem novas tarefas, as mesmas sdo distribuidas entre as
filas seguindo uma estratégia gulosa de round robin. Quando
uma UP estd com sua fila vazia, ou seja ociosa, o escalonador
retira uma ou mais tarefas da fila de outra UP (a que estd mais
sobrecarregada) e insere naquela que estava vazia.

o DM (Deque Model): assim como no WS, a estratégia DM
matém uma fila de tarefas para cada UP. A distribuicdo das
tarefas entre as vdrias filas é determinada baseada na capa-
cidade de processamento de cada unidade, baseado no tempo
de execugdo de tarefas anteriores. Mais especificamente,o
StarPU mantém um histérico dos tempos de execucdes, e
dessa forma atribui uma tarefa a UP que minimize o tempo
de término da tarefa. A escolha € feita baseada na UP que
minimize a seguinte férmula:

mimp;(Avail(Pi) + Estp;(T))

Sendo Pi a unidade processamento que estd sendo avaliada,
Avail(Pi) a quantidade de tempo em que essa unidade de
processamento terminard todas as tarefas atribuidas a ela,
e Fstp; a estimativa de tempo que a unidade P¢ demorara
para realizar a tarefa 7', caso a mesma fosse inserida.

o DMDA(Deque Model Data Aware): bastante similar a es-
tratégia DM, uma vez que também utiliza um modelo baseado
no desempenho das UPs em tarefas anteriores. Além disso, a
estratégia DMDA considera também o tempo de transferéncia
de dados entre a memoria principal e a memoria das UPS. A
escolha de qual UP executard uma determinada tarefa é feita
baseada naquela que minimize a seguinte férmula:

mimp;(Avail(Pi) +
Estpi(T) + Y 10 Mmimp;(Ti—i(data)))

Sendo a primeira parte da soma: Avail(Pi) + Estp;(T)
o modelo do escalonador DM e a segunda parte:
> date Mimp;(Tj—i(data)) a penalizagio pela trans-
feréncia de dados.

e DMDAR (Deque Model Data Aware Ready): essa es-
tratégia é baseada na DMDA, entretanto nas filas individuas de
cada UP as tarefas sdo ordenadas pelo nimero de buffers de
dados disponiveis ou prontos. Em outras palavras, este escalo-
nador organizara as filas de cada unidade de processamento,
colocando na frente aquelas cujo os dados necessdrios para
execugdo da tarefa j4 estejam prontos. Para que essa estratégia
funcione corretamente, é necessario conhecer o modelo que
representa as relagdes de dependéncia entre as tarefas.

e DMDAS (Deque Model Data Aware Sorted): bastante
similar ao escalonador DMDA, entretanto suporta valores
arbitrdrios de prioridades entre as tarefas nas filas de cada
uma das UPs. Para que a potencialidade dessa estratégia
seja explorada ao médximo, € preciso conhecer o modelo que
define as prioridades entre as tarefas.

e HEFT (Heterogeneous Earliest Finish Time) : essa
estratégia também € baseado na estratégia DM. Entretanto,
ao invés de definir qual UP executard cada tarefa, pacotes de
tarefas sdo analisados em conjunto e atribuidos por completo
a uma determinada UP.

4 Avaliacao Experimental

Com o objetivo de avaliar as politicas de escalonamento apresen-
tados na secdo anterior, escolhemos diferentes aplicagcdes, com
caracteristicas variadas, gerando diferentes cargas de trabalho.
Foram selecionados 3 aplicagdes conhecidas: Gradiente Con-
jugado, Fatoracdo Cholesky e Decomposicdo LU. Além disso,
implementamos uma aplicacdo artificial que simula o comporta-
mento de um sistema de andlise de imagens multirresolugdo de
neuroblastomas [Teodoro et al. 2009]. A seguir apresentamos uma
breve descri¢do das cargas e apresentamos os resultados alcancados
com cada uma delas. Os tempos apresentados representam a média
de 10 execugdes de cada carga. A maquina em que 0s experimentos
foram realizados € uma Intel Core 17-2600 (3.40GHz) com 16Gb
de RAM, com uma placa aceleradora GeForce GT 520.

4.1 Gradiente Conjugado

O Gradiente Conjugado (GC) é um método para resolucdo de
sistemas de equacgdes lineares que possuem sua matriz associada
simétrica e positiva. E um método iterativo utilizado como alterna-
tiva aos métodos diretos, como a fatoracdo Cholesky, para sistemas
esparsos de alta dimensionalidade. Para essa aplicacdo foram 5
cargas distintas variando o tamanho das matrizes (1024, 2048,
3072, 4096 e 5120). O histograma apresentado na Figura 1 mostra,
para cada tamanho de entrada, os tempos de execugdo obtidos.

Observamos que, para estas cargas, o escalonador WS obteve
melhor desempenho, seguido do Eager. O de pior desempenho
foi 0 Random, seguido por DM ¢ DMDA. E importante citar que
para o GC, o StarPU ndo possui um modelo de desempenho mais
detalhado implementado, apenas um histérico de tempo de trabalho
de cada UP em execugdes anteriores.

O GC pode dividido em etapas, sendo que trés se destacam das
demais pela maior demanda de processamento: multiplicacido
matriz-vetor (GEMV), soma de vetores e reducdo. Analisando
o profiling gerado por cada uma das politicas, observamos que a
multiplica¢do matriz-vetor € a que mais demanda processamento,
chegando a 95% do tempo total do processo. Assim, realizar uma
distribui¢@o eficiente das tarefas nesta etapa é fator determinante
para o desempenho da aplicagdo. Observamos que o DM enviou
a maioria das tarefas para o GPU WORKER, ja que o tempo de
realizacdo das tarefas nesta UP € duas vezes mais rapido que nos
CPU WORKERS. Assim, como utilizamos apenas um GPU WOR-
KER e quatro CPU WORKERS, este escalonador fez escolhas ruins
ao deliberar muitas tarefas a GPU, deixando as CPUs com pouco
trabalho. O DMDA se sai um pouco melhor que o DM, uma vez que
leva em consideragdo o tempo de transferéncia de dados, entretanto
também atribuiu muitas tarefas a GPU deixando as CPUs ociosas.
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Figura 1: Desempenho dos escalonadores para o Gradiente Con-
Jjugado



O DMDAR e DMDAS escalonam as tarefas de forma que se os
dados ja estiverem disponiveis em uma UP, a tarefa é delegada
a esta. Por este comportamento, diminui-se o tempo global em
que as tarefas estdo esperando por dados. Este comportamento
foi observado nesta carga, com estes escalonadores demonstrando
melhor desempenho que o DMDA. Por fim, o Random, por sua
natureza aleatdria, teve o pior desempenho entre os escalonadores.
Por fim, analisando os dois melhores escalonadores (Eager e WS),
observamos uma melhor distribui¢do de tarefas. Durante 80% do
tempo total do processo, os CPU WORKERS estavam trabalhando,
enquanto o GPU WORKER obteve 50%. Observa-se entdo que as
CPUs sempre tiveram trabalhos delegados, mesmo com o desem-
penho superior da GPU. Destacamos também que o escalonador
WS se sobressaiu por sua estratégia de desafogamento. Sempre que
um worker fica sem trabalho, ele rouba”trabalho de outro.

4.2 Fatoracao de Cholesky

A Fatoracdo de Cholesky (FG) utiliza do fato de ser possivel de-
compor uma matriz simétrica e positiva em uma matriz triangular
inferior e sua transposta. A matriz triangular € o tridngulo de
Cholesky da matriz original. E utilizada na resolucio de problemas
de ortogonaliza¢do de sinais, permitindo obter de forma matricial
a ortonormalizacdo de Gram-Schimdt. Geramos 5 cargas distintas
variando o tamanho das matrizes (12288, 13312, 14336, 15360 e

16384). O desempenho de alcangado ¢ apresentado na Figura 2.

Nesta aplicacdo observamos que estratégias de escalonamento
baseadas em modelos (DM, DMDAS, DMDAR e HEFT) foram
as mais eficientes. Este comportamento pode ser justificado uma
vez que o StarPU possui modelos de desempenho especificos
para o problema previamente implementados, ao contrdrio do
GC, permitindo assim prever com maior precisdo qual UP mini-
miza o tempo de processamento de cada tarefa dessa aplicagdo.
As estratégias de escalonamento ndo baseadas em modelos de
desempenho, como RANDOM, EAGER e WS, apresentaram um
desempenho inferior aos demais escalonadores. Por meio da
andlise do profilling, observamos que as tarefas relacionadas a FG
podem ser agrupadas em dois conjuntos distintos, um grupo que
executar de forma mais rapida da GPU e outro grupo que executa
mais rdpido na CPU. Assim, os escalonadores que ndo conhecem
essas peculiaridades apriori, apresentaram o pior desempenho,
enquanto os que conhecem, obtiveram excelentes resultados.

Analisando as estratégias de melhor desempenho, temos que a DM
considera apenas qual UP serd capaz de minimizar o tempo de
término da tarefa, sem se preocupar com a transferéncia nem de-
pendéncia de dados. Assim, a unidade que minimiza o término de
uma tarefa acaba sendo sobrecarregada, ja que as tarefas possuem
tempos subestimados. Em contrapartida, a estratégia DMDAR
melhora o desempenho apresentado pelo escalonador DM, ja que
considera o tempo de transferéncia de dados entre as UPs. Com
isso, a estimativa de tempo de término de cada tarefa é mais
proxima da realidade, resultando em um melhor balanceamento na
distribuicao de tarefas, reduzindo o tempo de ociosidade das unida-
des menos utilizadas. Esta estimativa de tempo de disponibilizagido
de um dado é também utilizada na estratégia DMDAS. O ganho
em desempenho obtido por esta estratégia vem do fato de que as
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Figura 2: Desempenho dos escalonadores para a Fatoragdo Cho-

lesky

tarefas com maior prioridade sdo as que mais criam dependéncias
de dados. Executando estas tarefas primeiro, minimizando os casos
de ociosidade por dependéncia de dados. A estratégia HEFT possui
um bom desempenho (similar ao DMDAS) pois envia pacotes de
tarefas, onde cada pacote possui as tarefas de maior prioridade
juntamente com as tarefas que dependem desses dados. Sendo
executadas em pacotes, a dependéncia de dados é também reduzida.

4.3 Decomposicao LU

A Decomposi¢do LU (DLU) é uma forma de fatoracdo de matrizes
como o produto de uma matriz triangular inferior e uma matriz
triangular superior. Para essa aplicacdo foram geradas 5 cargas
distintas variando o tamanho das matrizes (1024, 2048, 3072, 4096
e 5120) e o desempenho de alcancado é apresentado na Figura 3.
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Figura 3: Desempenho dos escalonadores para a Decomposi¢do
LU

Podemos observar que a diferenca entre os tempos de execugdo
para cada politica de escalonamento (com exce¢do do RANDOM)
€ pequena. Esse fato se justifica em fungdo da alta dependéncia de
dados entre tarefas que compdem essa aplicagdo. Assim como a
aplicacdo FG, o StarPU também possui modelos de desempenho
especificos para o problema previamente implementados, o que da
aos escalonadores baseados em modelo de desempenho uma ligeira
vantagem na execucdo. Para o caso da DLU, a escolha equivocada
de qual UP deve executar uma tarefa pode ainda ser mais desastroso
em funcdo da alta dependéncia de dados entre as tarefas.

O escalonador Eager delega tarefas em UPs cujo desempenho nédo
¢ o melhor, assim como ocorre com a carga Cholesky. Por exemplo,
ao enviar uma tarefa GPU bound para a CPU, esta terd seu término
atrasado, provocando dependéncia de dados em outras tarefas. Essa
dependéncia acaba por atrasar a execucdo final da aplicacdo. A
estratégia WS ndo é capaz de minimizar consideravelmente o tempo
total pelo mesmo motivo do que ocorre na carga Cholesky, onde a
m4 escolha da unidade de processamento caracteriza o problema.

As estratégias baseadas em modelo apresentam melhores desem-
penhos, com exce¢do da DM e DMDA, que ndo visam resolver
as dependéncias. Essa atitude acaba por causar problemas de
dependéncia de dados e consequentemente espera ociosa pelo dado
correto a ser processado, assim como ocorre no Cholesky. Esse
problema € contornado pela estratégia DMDAR, que visa executar
primeiro tarefas prontas, cujas dependéncias foram todas resolvi-
das, diminuindo o problema de espera ociosa. J4 na estratégia DM-
DAS ha prioridade maior para tarefas que geram mais dependéncias
de dados, o que evita que novas tarefas com dependéncias sejam
geradas. A estratégia HEFT possui um bom comportamento pelo
mesmo motivo do que ocorre na aplicagdo Cholesky.

4.4 Aplicacao Artificial

Implementamos uma aplicagdo artificial que simula o comporta-
mento do Sistema de Andlise de Imagens Multirresolucdo de Neu-
roblastomas [Teodoro et al. 2009]. A ideia geral desse problema &,
a partir de pequenos tiles de uma imagem maior, aplicar a andlise
de neuroblastoma (NBIA). Quando néo € possivel detectar o tumor
nos pequenos tiles da imagem, aumenta-se a resoluco do tile (de 32
para 64, de 64 para 128, até 512) e a andlise € executada novamente.



Nossa aplicagdo artificial, baseado nesse problema, simula cada
tile como sendo uma matriz quadrada n X n, sendo esse n variando
entre 32, 64, 128, 256 e 512. Simulamos a andlise da imagem
percorrendo a matriz m vezes realizando um célculo aleatério em
cada posi¢do, o que constitui a nossa tarefa. Ao fim de cada tarefa,
definimos de forma aleatéria se é necessdrio aumentar a resolucao
do tile, langando ou ndo uma nova tarefa com as dimensdes da ma-
triz duplicadas. Por exemplo, se uma tarefa de tamanho 32 x 32, ao
final de sua execucdo, sorteia um valor intervalo de probabilidade,
uma nova tarefa de tamanho 64 x 64 ¢é criada, e assim sucessi-
vamente. Este processo simula o comportamento do processo de
NBIA encontrar o tumor ou ndo em tiles multirresolucdo. Para esta
aplicacdo, a carga foi definida inicialmente com 200000 matrizes
de tamanho 32 e com probabilidade de gerar uma matriz maior
em cada tarefa variando entre 0, 4, 8, 12, 16 e 20%. A Figura 4
apresenta o histograma que sumariza os resultados obtidos.
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Figura 4: Desempenho dos escalonadores para o Aplicagdo Artifi-
cial

Nessa aplicagdo, quanto maior a probabilidade, maior a chance de
criagdo de novas tarefas maiores. Com a probabilidade de 0%, s6
se executam as 200000 tarefas iniciais. Para estas tarefas, o desem-
penho da GPU e da CPU € muito parecido. J4 em tarefas maiores, a
GPU pode executar até 100 vezes mais rapido que a CPU. A partir
dessa observacdo e analisando os resultados, temos que a estratégia
de escalonamento WS se mostrou mais eficiente a partir da probabi-
lidade 8%. Como a distribuicdo inicial das tarefa entre os workers
¢ feita de forma igual (round robin), e pelo fato das tarefas maiores
ocuparem uma CPU por muito tempo, temos que a GPU finaliza
suas tarefas muito mais rapido que a CPU. Isso possibilita a GPU
“roubar”as tarefas das CPUs (que estdo ocupadas). Como mencio-
nado anteriormente, a chance de criarmos tarefas maiores aumenta
com a probabilidade, o que, consequentemente, explica o bom de-
sempenho do WS a medida que essa probabilidade aumenta.

Para reforcar o argumento apresentado no pardgrafo anterior, na
Tabela 1 apresentamos como fica a distribuicdo de tarefas entre as
diversas UPs disponiveis a partir da politica de escalonamento WS.
Nessa tabela apresentamos os resultados referentes a uma probabili-
dade de gerar uma matriz maior de 20%. Como podemos perceber,
temos que as tarefas grandes (256 e 512) sdo muitas vezes execu-
tadas pela GPU e poucas ou nenhuma vez pela CPU. Utilizando
porcentagens pequenas (0% e 4%), poucas tarefas maiores sdo ge-
radas, com isso, apenas tarefas pequenas sdo transferidas para a
GPU, o que ndo gera ganhos efetivos.

N GPU CPUI | CPU2 | CPU3
32 119344 26861 26908 19610

64 35499 936 897 925
128 7253 10 13 11
256 1385 0 1 1
512 254 0 0 0

Tabela 1: Distribuicdo de Tarefas por tamanho entre as UPs (WS)

Outra estratégia que obteve bons resultados foi o DM, que da
mesma forma que o WS delegou menos tarefas grandes para a CPU,
conforme mostra a tabela 2. Porém, é observado que as CPUs exe-
cutaram mais tarefas grandes com o DM do que com o WS, o que
explica o desempenho inferior em relacdo a estratégia WS.

Por fim, a estratégia HEFT ndo obteve um bom desempenho.
Mesmo a GPU ficando com quase todas as tarefas grandes, ao atri-

N GPU CPUI | CPU2 | CPU3
32 141811 19322 19447 19420
64 34518 1219 1165 1165

128 6825 147 157 157
256 1262 49 39 39
512 196 20 22 22

Tabela 2: Distribuicdo de Tarefas por tamanho entre as UPs (DM)

buir pacotes de tarefas a CPU, o escalonador fez com que a CPU
ficasse com muitas tarefas de tamanho 64 (quase 6x mais que nos
outros escalonadores). Apesar de pequenas, o excesso destas ta-
refas impactou o tempo total do processo. A Tabela 3 exibe estes
resultados.

N GPU CPUI | CPU2 | CPU3
32 141327 19498 19565 19610
64 20311 5928 5969 5999

128 7085 73 78 62
256 1412 1 0 1
512 265 0 0 0

Tabela 3: Distribuicdo de Tarefas por tamanho entre as UPs
(HEFT)

5 Conclusao

O crescimento de computadores com unidades de processa-
mento heterogéneas impulsionou o aparecimento de ambientes de
execucdo capazes de escalonar tarefas eficientemente entre estas
UPs. Analisamos neste trabalho um destes ambientes, o StarPU.
Neste ambiente é necessdria a escolha, pelo usudrio, de um en-
tre vérios escalonadores de tarefas para uma aplicacdo. Na nossa
andlise, mostramos que, para uma mesma aplicacdo, a diferenca de
desempenho entre os escalonadores é grande de onde concluimos
que uma md escolha do escalonador a ser utilizado pode impactar
significativamente o tempo de execucio de uma aplicagéo.

Como trabalho futuro, pretendemos propor um meta-escalonador,
que serd uma ferramenta de pré-processamento. Este meta-
escalonador trabalhard na ponta do StarPU, analisando a aplicacio
de entrada e definindo o melhor escalonador para ela, tornando-se
uma ferramenta atraente para o usudrio, ja que retira do mesmo a
tarefa de definir o escalonador a ser utilizado.
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